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1 はじめに

様々な工業製品における欠陥の種類やサイズは多岐
にわたり，最終的な検査作業は熟練した検査員の目視
検査に頼ることが多い状況にある．しかし，検査員の育
成には時間がかかり，また熟練の検査員でもその日の体
調や気分によっては良品と不良品の判断基準の曖昧さ
が生じることがある．最近では，AI技術の中でも深層
学習を画像認識に特化させた深層畳み込みニューラル
ネットワーク（Convolutional Neural Network: CNN）
[1]を応用し，製品の検査工程における不良品検出や欠
陥検出を行おうとするシステムの開発が活発になって
いる．

例えば，T. Koeipensriらは，光沢のある金属製品の
表面欠陥を CNNモデルである VGGNetを用いて検出
する手法の有効性を紹介した [2]．また，中島らは，筆
記具部品の欠陥の有無をディープラーニングによる画
像認識を用いて検査する研究を行っている [3]．しかし
ながら，類似した多くの画像の中から少ない頻度で発
生する微小な欠陥を高精度に検出し，不良品として分
類することは困難なだけでなく，ソフトウェアに関す
る多くの高度な専門知識も必要とされるため製造メー
カが検査システムを自社開発する上での大きな課題と
なっている．

筆者らは，製造業が抱える品質管理に関する課題を
解決するために，熟練した検査員のような不良品の識
別能力を有するCNN, SVM(Support Vector Machine),
CAE (Convolutional Auto Encoder)などの AIの設計
と訓練を簡単な操作で効率的に実行できるように図 1
に示すような設計支援ツールの開発を行っている [4]．
これまでの研究成果として，幾つかの工業製品につい
てそれぞれの製造メーカが求める目標認識率を達成す
ることが出来ているものの，不良品の根拠となった部
分の可視化機能に対してはまだ十分に対応できていな
かった [5]．

本研究では，事前に 3つの訓練データセットを作成
した後，CNN&SVM設計支援ツールを用いて学習済み
CNNである InceptionV3 [6]の転移学習により新たな 3
つのCNNを設計し，分類実験を行う．また，分類時の
スコアが製品に含まれている欠陥領域の可視化性能に
どのような影響を及ぼしているかを評価する．今回は
MATLAB 上で開発するアプリケーションにも実装が
可能なGrad-CAMを可視化ツールに選択した．Grad-
CAMを用いてCNNが分類のために注視している箇所
をカラーマップで表示させ，欠陥と判定した根拠となっ
た領域の可視化を試みる．

Figure 1 A part of main dialog developed on
MATLAB system to user-friendly design CNN,
SVM and CAE.

2 画像拡張法の提案

2.1 オリジナル画像
本研究では，まず，図 2のような工業製品に含まれ

る欠陥の検出を行う．事前に 300× 300ピクセルの良
品と不良品画像それぞれ 1,444枚，76枚の計 1,520枚
を採集した．良品画像は 1,380枚を訓練用に，残りの
64枚をテスト用に用いる．また，不良品画像は不良品
の発生頻度が低いために採集できた枚数が少ないもの
の，56枚を訓練用に，残りの 20枚をテスト用に用い
る．ここで得られた良品と不良品の画像それぞれ 1,380
枚，56枚を訓練データセットAとし，残りの良品と不
良品の画像それぞれ 64枚，20枚をテストデータセット
とする．なお，製造工程上の制約から製品の背景には
ブルータープ（ブルーシート）が置かれてことに注意
されたい．
2.2 ランダムに用意した背景の中心に製品を貼り付け

る画像拡張法
次に，画像内に製品の背景として含まれてしまうブ

ルーシートのしわや陰などが可視化性能に悪影響を及
ぼすと判断されたため，製品の背景をタープ以外に変
更させることで可視化実験の際によりいっそう製品部
分に注目するのではと考察した．事実，これまでに実施
されている物体検出の精度向上に関する研究では，同
じ物体に対し背景を変更したデータセットを訓練に用
いることで認識精度を向上できたという報告がある [8]．
また，生産ラインで安定的に製造される工業製品の

場合，不良品の発生頻度が非常に低いことが多いため
欠陥が含まれた画像を蓄積していくことが容易ではな
い．このため，不良品画像のみに対し画像拡張を施し，
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Figure 3 Examples of augmented images in-
cluded in dataset B.

画像データを増やすことが必要である．
具体的には，訓練データセット Aの不良品画像にの

み水平反転の操作を行い，112枚に増やすことによって
良品と不良品画像それぞれ 1,380枚，112枚の計 1,492
枚とし，これとは別に 7,500枚の背景用画像を用意す
る．図 3 のように 1,492枚の画像内の製品のみをそれ
ぞれ約 150× 300ピクセルで切り抜き，それらを 7,500
枚の中からランダムに抽出した 1枚の背景画像の中心
にそれぞれ張り付けることで新たに 1,492枚からなる
訓練データセット Bを作成する．
2.3 ランダムに抽出した背景画像に対して製品の貼り

付け位置を変化させる画像拡張法
さらに，今回取り上げた工業製品とその生産ラインに

おいては個々の製品を規則正しく固定することが困難
であり，撮影される位置にはばらつきが発生していた．
このような状況下でも十分な分類性能と可視化性能を
発揮できるCNNを設計するために次のような画像処理
を行う．具体的には，さきほどの背景画像 7,500枚の中
からランダムに抽出した 150枚に対して，ある 1枚の製
品画像の貼り付け位置を上部から下部に 1ピクセルず
つずらすことで 150枚の新たな画像が生成される．す
なわち，背景画像は 300× 300ピクセル，切り抜いた製
品画像は約 150× 300ピクセルであるため，製品画像 1
枚につき 150枚の新たな画像が生成可能となる．この拡
張処理によって，良品画像が 1,380× 150=207,000枚，
不良品画像が 112× 150=16,800枚の計 223,800枚の画
像が得られることになる．また，良品画像が多いことに

Training dataset C

Figure 4 Examples of augmented images in-
cluded in dataset C.

よる過学習を防止するため，良品画像の中から 22,000
枚を無作為に抽出し，結果的に良品と不良品画像それ
ぞれ 22,000枚，16,800枚からなる訓練データセットC
を作成した．図 4にはデータセット Cに含まれる幾つ
かの例を示す．
次節ではこれらの訓練データを用いて学習済みCNN

である InceptionV3の転移学習により新たな CNNを
設計する．訓練データセット A, B, Cを用いて訓練し
た CNNをそれぞれ IncA，IncB，IncCとする．なお，
分類評価には第 2.1節で説明した良品と不良品の画像
それぞれ 64枚，20枚からなるテストデータセットを用
いる．

3 転移学習と評価

3.1 IncAの学習と評価
訓練データセット Aを用いた IncAの学習では，最

大エポックを 1000，ミニバッチサイズを 40，畳み込み
層の学習率を 0.0001，全結合層の学習率を 0.001など
の条件に設定して訓練を開始したところ，274エポック
付近で訓練データセットに対する認識率が 100％に達
成したため学習を終了させた．表 1には，テストデー
タセットを IncAに分類させた結果を示す．良品画像は
全て正確に分類され，不良品画像は 15枚が誤認識され
たことが確認された．これは訓練に用いた不良品画像
の枚数が良品画像のそれと比べて非常に少なかったこ
とが原因だと考えられる．

Table 1 Confusion matrix classified by IncA
(row: predicted labels, column: true labels).

Normal Anomaly

Normal 64 15

Anomaly 0 5

3.2 IncBの学習と評価
次に，訓練データセットBを用いた IncBの学習及び

分類実験は IncAと同様の条件で行い，学習については
82エポック付近で訓練データセット Bに対する認識率
が 100％に達成したため学習を終了させた．表 2には，
IncAの時と同じテストデータセットに対して IncBが
分類した結果を示す．良品画像については IncAと同様
に IncBも全て正確に分類できていた．誤分類された不



Table 2 Confusion matrix classified by IncB
(row: predicted labels, column: true labels).

Normal Anomaly

Normal 64 4

Anomaly 0 16

良品画像の枚数は 4枚に減少していたため，分類性能
が改善できていることがわかる．
3.3 IncCの学習と評価
最後に，訓練データセットCを用いた IncCの学習及

び分類実験は IncA, IncBと同様の条件で行い，学習に
ついては 3エポックで訓練データセット Cに対する認
識率が 100％に達成したため学習を終了させた．表 3
には，テストデータセットに対する IncCを用いた場合
の分類結果を示す．

Table 3 Confusion matrix classified by IncC
(row: predicted labels, column: true labels).

Normal Anomaly

Normal 64 1

Anomaly 0 19

IncA, IncBと同様に良品画像は全て正確に分類され，
誤分類された不良品画像の枚数は 1枚に減少させるこ
とができた．以上の結果から，今回取り上げた工業製
品の欠陥検出用の CNNの設計においては提案する画
像オーギュメンテーションの有効性が確認された．
次節では，これら IncA, IncB, IncC に対し Grad-

CAMを適応し，欠陥領域の可視化性能を評価する．

4 Grad-CAMによる欠陥領域の可視化と
分類時のスコア

Grad-CAMは，CNNによりクラス分類が行われた
際にその判定に影響を及ぼした重要なピクセルを勾配
を用いて可視化する技術である．まず CNNを通して
クラス分類を行い，その際に得られる畳み込み層の出
力とクラス分類の結果を得る．このクラス分類の後に
誤差逆伝搬を行い，畳み込み層の各要素に対する出力
の勾配を計算する．次にそれぞれの畳み込み層の勾配
の平均を求め，全ての畳み込み層を加算することで畳
み込み層の活性化を可視化することが可能になってい
る [7]．Grad-CAMを用いることでラベル判定の根拠と
なった領域がカラーマップで表示されるようになって
おり，予測に強い影響を与えた領域ほど赤くマッピン
グされる．
図 5，図 6及び図 7にはそれぞれ，IncA, IncB, IncC

を用いて不良品のテストデータセットを分類したとき
の根拠となった領域をGrad-CAMにより可視化したも
のを示す．赤枠は欠陥領域を示す．また，かっこ内の数
値は分類時のスコアであり，OKと NGの予測の確か
らしさである．今回は誤分類された画像と正分類され
た画像それぞれでスコアが最大と最小であったものを
示している．
図 5に示した IncAの場合，誤分類した画像について

は欠陥領域以外のブルータープのしわや影を注視して

Misclassified Classified

NG(0.95)

Defective images

OK(1.00) OK(0.63) NG(0.53)

Figure 5 Examples of visualization results of
defect areas obtained by applying Grad-CAM to
IncA.
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Figure 6 Examples of visualization result of
defect areas obtained by applying Grad-CAM to
IncB.
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Figure 7 Example of visualization result of de-
fect areas obtained by applying Grad-CAM to
IncC.

おり，正分類した画像の内，最小スコアが 0.53であっ
た画像では欠陥領域の可視化の鮮明さを欠いているこ
とが確認できる．
次に IncBの場合は，欠陥領域を注視できている画像

枚数が IncAのときよりも増えており，正分類された画
像では欠陥領域の可視化の鮮明さも向上していた．図 6
には可視化結果の例を示す．また，正分類した画像の
スコアの平均値を確認すると，IncAでは 0.760 ，IncB
では 0.969であり，分類時のスコアについても向上して
いたことが確認できる．

IncC の場合は，IncB に比べて欠陥領域を注視して
いる画像枚数がさらに増えていた．例として図 7には
良好に欠陥領域を注視できている例を示す．このとき，
正分類した画像の最小スコアについても 0.55から 0.76
と増加していることが確認できる．また，IncA, IncB
のときと同様に正分類した画像のスコアの平均値を算
出すると 0.978であり,分類時のスコアについても向上
していたことが確認できる．
今回の分類実験で用いたオリジナル画像（テストデー

タセット）では，製造ラインの構成上，製品部分が画
像の下部に位置していた．IncB と IncC の結果より，
Grad-CAMによる可視化実験ではこのような画像下部
の製品の欠陥領域を良好に注視できていたことがわか
る．このことから，Grad-CAMは画像内に製品が含ま
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Figure 8 Visualization results of defect areas
obtained by applying Grad-CAM to IncC.

れていればその位置に依存せず欠陥領域を注視できる
ことが示唆された．図 8には IncCが分類した不良品画
像 20枚の可視化結果と分類時のスコアを示す．図 8よ
り，正分類した 19枚の画像に対して欠陥領域が良好に
注視されており，スコアが高いほどより鮮明であるこ
とが確認できる．
以上の結果から，製品と関係ない任意に用意した背

景画像の中に製品画像を組み込む画像拡張法は，分類
精度の向上に加えて，Grad-CAMによる欠陥領域の可
視化性能も向上できることが確認できた．

5 おわりに

本研究では，InceptionV3の転移学習により新たな 3
つの CNN(IncA, IncB, IncC)の設計とテスト画像の分
類実験を行い，Grad-CAMを用いて分類結果に影響を
及ぼした欠陥領域の可視化を行った．さらに，欠陥領
域の可視化と分類時のスコアの影響について評価した．
その結果，製品の背景を変更する処理を施した画像を
用いて訓練した IncBと IncCでは，オリジナル画像の
みで訓練した IncAを用いたときと比較して分類精度と
欠陥領域の可視化性能はともに向上させることができ
た．IncBの場合は背景画像の中心に製品画像を貼り付
ける処理を，IncCの場合は背景画像に製品画像を貼り
付ける位置を上部から下部へと移動させる処理をそれ
ぞれ加えている．さらに，IncBと IncCを比較した結
果，IncCの方が分類精度と欠陥領域の可視化性能とも
に優れていた．また，分類時のスコアが高いほどより
鮮明に欠陥領域を注視できていたことが確認できた．
以上の結果から，生産ラインにおいて撮影される製

品の位置にばらつきがあり，規則正しく固定されてい
ない場面でも提案手法を用いることで欠陥領域の認識
精度とその可視化性能を改善できるものと期待される．
今後は，提案した画像拡張法を他の工業製品にも適用
しながら，より高い分類精度と欠陥領域の可視化性能
を有する CNNの設計を行っていきたい．
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